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面向密闭空间内外温度的时序预测模型 
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2.甘肃敦煌大气环境材料腐蚀国家野外科学观测研究站，甘肃 敦煌 736202） 

摘要：目的 研究密闭空间条件下已知外部温度时间序列对内部实时温度的预测推理问题。方法 选取密闭

空间内外温度时序预测典型场景，抽象为多变量时间序列预测问题，分析变量间的关联性和依赖性。借鉴

特征融合、注意力机制、多任务模型等思路，结合物理机制与数据特征，基于长短期记忆网络基本网络单

元，构建密闭空间内外温度时序预测模型，并在万宁、敦煌、漠河对某型密闭空间进行数据采样，基于三

地数据集进行不同模型试验。结果 多变量模型比单变量模型具有更好性能，注意力机制对该场景没有显著

性能提升，结合物理机制的模型结构设计充分考虑了变量之间的关联性和依赖性，能显著提升预测精度，

双输入双输出的多变量时序预测模型具有相对最高的精度和最稳定的鲁棒性，是面向密闭空间内外温度时

序预测的相对最优模型。结论 研究结论可指导密闭空间其他环境特征建模，研究思路可为其他多变量时序

建模问题中变量之间的关联性、依赖性分析提供参考。 
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Time Series Prediction Model for Internal and External  

Temperature of Confined Space 
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Corrosion Field National Observation and Research Station, Gansu Dunhuang 736202, China) 

ABSTRACT: Research on the prediction and inference problem of known external temperature time series for internal real-time 

temperature under confined space conditions. Typical scenarios of internal and external temperature time series prediction in 

confined spacewere selected, which was abstracted as a multi-variable time series prediction problem, and the correlation and 

dependence analysis among variables were the key difficulties. By referring to the ideas of feature fusion, attention mechanism 

and multi-task model, combined with the physical mechanism and data characteristics, and based on the basic network unit of 

long and short term memory network, the internal and external temperature time series prediction model of confined space was 

constructed. The data of a certain type of confined space was collected in Wanning, Dunhuang and Mohe, and different model 

experiments were carried out based on the data sets of the three places. The multi-variable model had better performance than 

the univariable model, and the attention mechanism did not significantly improve the performance of this scenario. The model 

structure design combined with the physical mechanism fully considered the correlation and dependence between variables, 
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which could significantly improve the prediction accuracy. The multi-variable time series prediction model with double input 

and double output had the highest accuracy and the most stable robustness. It was a relatively optimal model for the prediction 

of internal and external temperature time series in confined space. The research conclusions can guide the modeling of other en-

vironmental characteristics in confined space, and the research ideas can provide references for the correlation and dependency 

analysis among variables in other multi-variable sequential modeling problems. 

KEY WORDS: confined space; internal and external temperature; time series prediction; physical mechanism; multi-variable 

time series; long and short term memory network 

工业、军事领域中存在大量密闭空间，密闭空间

是指与外界相对隔离，进出口受限，自然通风不良，

密封式或半密封式的空间。如水电领域的盾构密闭空

间[1]、化工领域的制氧装置[2]、军事领域的装药结构

密闭空间[3]等。监测密闭空间内外环境，尤其是密闭

空间内部环境，是安全性、可控性管理的必要手段，

掌握导弹贮运发射筒一类高危、重要的密闭空间内部

环境特征十分重要。 

密闭空间分为内外 2 种环境，一般而言，密闭空

间外部环境是相对容易测量的，甚至可以使用所在区

域的环境特征代替。如使用气象环境特征近似作为外

部环境，但内部环境通常不易测量，甚至不能测量。

如导弹贮运发射筒内部无法安装传感器探头，内部环

境根本无法测量，但暴露值班条件下筒内温度会较

高，若超过一定阈值，将影响弹药贮存，致使导弹无

法正常使用，甚至导致安全事故。密闭空间内部环境

会随外部环境的变化而变化，具有延迟伴随性，通常

在外部环境变化后，内部环境随后才会逐渐变化。因

为内部环境由于壳体形成小型生态，外部环境对内部

的影响不会实时传递，存在延迟伴随的特征，所以内

部环境时间序列高度依赖于外部环境时程数据，通过

外部环境推测内部环境是获取内部环境特征的可行

手段。温度作为一种典型环境特征，是工业上极为

重要的环境因素之一，且温度的传递最具有规律性。

本文选取温度为研究对象，并进行实地试验采集某

型密闭空间内外部温度时程数据，用于模型构建与

评估分析。 

面向密闭空间内外温度预测实际上是一种时间

序列预测，时间序列预测的主要目的是基于历史观测

的时间序列数据，分析序列的时序模式（包括趋势、

周期性、波动性等），建立合适的序列模型，然后使

用该模型为对应的时间序列生成未知的未来数据，即

进行预测 [4]。时间序列预测在研究人员的不断推动

下，从传统的统计算法，如 ARIMA[5]，发展到支持

向量机[6]、决策树[7]等机器学习算法，到近来火热的

深度学习领域[8-9]，在大数据支撑下，深度学习模型

达到极高精度，具有很好的预测性能[10]。 

通过外部环境温度推测内部环境温度实则是一

种多变量时间序列预测问题，多变量时间序列预测是

利用多个具有相关性的时间序列构建模型，提高建模

精度，多变量时间序列预测的核心问题是分析不同变

量之间的关联性和依赖性，并准确捕捉复杂的时序模

式[11]。传统的多变量时序预测算法，如统计分析算法

Vector Autoregression（VAR）[12]，结构复杂，优化困

难，现多采用深度神经网络构建模型，并在各个领域

得到运用。如陈秀清等[13]采用多变量长短期记忆网络

对服务质量进行了分析。郑育靖等[14]采用门控循环单

元结构（Gated Recurrent Unit，GRU）模型进行了时

序数据异常检测。模型也不断被改良调优，如堆叠式

自动编码器（SAE）[15]用于提取多变量的有效特征，

基于两阶段注意力机制的循环神经网络多变量预测

算法 DARNN[16]，可通过加入注意力机制捕捉长范围

的时序信息与依赖关系。 

尽管学者已开展大量时间序列预测研究，其中多

变量时间序列预测是研究重点之一，如何充分运用不

同变量之间的关联性和依赖性是多变量时间序列预

测的核心问题。针对密闭空间内部温度预测的现实需

求，首先采用单变量（即内部温度）自迭代方法进行

预测，作为基准方案，然后结合内外部温度进行多变

量时序预测，并设计一种面向密闭空间内外温度的时

序预测模型。其中，单变量时序预测与多变量时序预

测主要用于验证内部温度存在与外部温度的关联与

依赖。对于多变量时序预测模型是本文研究重点，提

出并研究了密闭空间条件下已知外部温度时间序列

对内部实时温度的预测推理问题，搭建常用的时序预

测模型，通过试验评估常用模型的精度与局限性。基

于物理机制与特征表示定制化设计了多输入多输出

的时序预测模型，增强面向密闭空间内外温度预测模

型的适用性。横向对比各类模型，评估所提算法的有

效性。试验结果表明，这种面向密闭空间内外温度的

双输入双输出时序预测模型，具有较好的整体预测精

度，适合 2 种物理量关联的时序预测。 

1  时间序列预测研究现状 

1.1  单变量时间序列预测 

传统的单变量时间序列预测方法主要为统计类

算法，如自回归模型（AR）、指数平滑预测算法

（Exponential Smoothing，ES）等。统计类算法运用

随机过程理论构建模型，被广泛应用于各领域，如陈
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伟[17]运用自回归模型在变形监测领域进行数据处理，

张慧娥等[18]基于指数平滑法对功率预测进行了研究。 

自回归模型用自身做回归变量的过程，即利用前

期多个时刻随机变量的线性组合来描述未来某时刻

随机变量的线性回归模型，存在一个时间序列

 , ,1 2 3, , nx x x x ，自回归模型认为 xn 是前面 p 个序列

的线性组合，即： 

0 1 1 2 2n n n p n p nx = x x x e         
 

 (1) 

式中：β0 为常数项；βp 为模型参数；en 为白噪声。

自回归模型是一种基础的时序预测方法，适用于平稳

序列。 

指数平滑预测算法适合具有逐渐衰减或增强趋

势的时程曲线，单一移动平均过去观测值的权重是相

等的，而指数平滑则随着观测值的变化赋予指数递减

的权重，基本公式为： 

  11n n nS a y a S    
 

(2) 

式中：Sn 为 n 个时刻的预测值（指数平滑值）；

yn 为 n 个时刻的实际值；a 为平滑指数， [0,1]a 。任

意时刻的指数平滑值都是本时刻实际观察值与前一

时刻指数平滑值的加权平均，即下一时刻数据与此时

刻的实际值和上一时刻的指数平滑值相关。 

统计类算法引入分解、转换等思路进行模型调

优。张量分解[19]、STL 分解[20]等分解方法将时序转化

为趋势性更强的子序列，小波变化[21]、傅里叶变换[22]

等转换方法提取时间序列频率特征，通过特征重构增

强统计类算法预测精度。 

近年来，随着机器学习算法的推广应用，其在时

序预测领域也得到了广泛应用，如支持向量机、随机

森林等算法。支持向量机通过非线性映射使低维空间

线性不可分转换到高维空间线性可分。将支持向量机

运用到时间序列预测，实际上是将前 n 个时刻的序列

视为变量输入，进行支持向量机回归，在复杂模式的

时间序列预测问题上取得了较好成绩。如岳鹏程等[23]

运用其进行了二氧化硫预测。 

机器学习算法的一般思路为将前 n 个时刻数据

作为输入，进行后续变量的预测，等价于回归问题，

适合复杂模式的大数据预测，但没有充分应用序列信

息之间的有向连接关系。基于序列信息和权重共享机

制，循环神经网络（Recurrent Neural Network，RNN）

被提出，并得到广泛应用。RNN 借助循环核，从时

间维度提取信息，循环核参数时间共享，增加状态向

量，且后一时刻存在前一时刻的有向连接，使任一时

刻的状态都和前一个序列紧密相关，增加循环核共享

机制，减少过拟合，RNN 现已成为自然语言处理领

域的核心技术。 

基础循环神经网络结构容易出现梯度消失和长

期依赖性的问题，长短期记忆网络（Long Short-Term 

Memory，LSTM）[24]被提出。LSTM 在 RNN 的基础

上加入门控机制，控制参数的流通和损失，其网络结

构如图 1 所示。 

 

 
 

图 1  LSTM 网络结构 
Fig.1 Network structure of LSTM 

 
LSTM 包含遗忘门、输入门和输出门，输入数据

经过一个 LSTM 单元获得当前单元状态 Ct，Ct 会一

直传播，每经过一个单元更新状态，每个单元包含输

入值 xt 和上一时刻的输出值 ht‒1。输入数据进入后，

先经过遗忘门，对不重要信息进行遗忘，由输入门

进行计算和控制，并由输出门分别输出。公式如式

（3）~（8）所示。 

 1,t f t t ff h x b     W
 

 (3) 

 1,t i t t ii h x b     W
 

 (4) 

 c 1 ctanh ,t t tC h x    W b   (5) 

1t t t t tC f C i C      (6) 

 o 1 o,t t to h x     W b
 

 (7) 

 tanht t th o C 
 

      (8) 

式中：ft 为遗忘门；it 为输入门；ot 为输出门；

Ct 为状态信息，用以保存所有长期和短期信息；ht‒1

为 t‒1 时刻隐藏单元的输出信息；ht 为 t 时刻的输出

信息；xt 为 t 时刻的输入数据；W、b 为各个门的权

重矩阵、偏置；σ为 sigmoid 激活函数。 

LSTM 作为目前应用较广泛的网络结构，在不断

发展中也出现了 GRU（相较 LSTM 简化门控结构，

在参数量较少的情况下尽量保证精度） [25]、SRU[26]

（具有卷积神经网络相同的并行度，保证精度、加速

训练）、phi-lstm[27]（基于短语层级模型，分层级序列

表征有助于提取特定结构）等。本文采用 LSTM 结构

作为网络基础单位。 
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1.2  多变量时间序列预测研究现状 

基于不同变量之间的关联性和依赖性进行多变

量时间序列预测，传统算法如 VAR[12]采用多方程联

立的方法，分别构建多个自回归模型，以两变量为例： 

1, 1 1,1 1, 1 2,1 2, 1 1,t t t ty y y u           (9) 

2, 2 1,2 1, 1 2,2 2, 1 2,t t t ty y y u      
 

    (10) 

式中：y1,t 为 t 时刻序列 1 的值；y2,t‒1 为 t‒1 时刻

序列 2 的值；μ1、μ2 为常量系数，u1,t、u2,t 为白噪声。

VAR 算法是一种线性假设，利用滞后值进行回归，

建立联立方程估计后一时刻各变量的动态关系。 

传统方法也包括隐马尔可夫方法等，但普遍不适

用于较长时间序列的建模，算法涵盖的信息较少。随

着深度学习的推广，给多变量时间序列预测带来了新

的思路。对于多变量时间序列预测问题，如何有效表

征特征是建模的关键，涌现出了多种特征提取的网络

结构。如用于时间序列分类的多通道深度卷积神经网

络 MC-DCNN[28]，网络构建多个通道，每个通道将多

维时间序列数据的一个维度作为输入，并单独学习特

征，再融合投入 MLP 来执行分类，实现不同变量之

间的有机融合。试验表明，MC-DCNN 性能优于基于

欧几里德距离和动态时间包络的 K 近邻基线方法。

如堆叠式自动编码器（SAE）[15]，由多层稀疏自编码

器组成，前一层自编码器的输出作为其后一层自编码

器的输入，逐层非监督学习训练，可以从多变量时序

中提取特征。 

随着对序列预测研究的深入，对于长序列易存在

难以捕获长序列复杂关系的问题，注意力机制的提出

一定程度上解决了这个问题。注意力机制的目标就是

将注意力集中在某些重要特征上，能够使识别更加精

准。对于长序列，根据需求关注信息的特定部分更有

助于特征的理解。时间注意力机制评估变量在历程中

的依赖信息，通过给不同数据分配不同的权重，引入

新的信息。注意力机制与 LSTM[29]有机结合，融合

LSTM 善于捕捉时序各个时间步关联特征和注意力

机制善于抽象序列信息的特殊处理机制，改善多变量

时序预测模型效果。 

循环神经网络适用于序列数据建模，其网络结构

利于序列数据的前后相关性分析，适合任意输入输出

长度。同样，研究者发现，卷积神经网络（CNN）也

较适用于序列建模，尤其是多变量时序，CNN 广泛

应用于图像，图像具有二维特征，而当序列为多变量

时，可直接堆叠成二维，采用卷积神经网络结构处理

能兼顾每条序列的前后相关性与不同序列间的依赖

性，但 CNN 具有旋转不变性，存在不同序列间与单

序列前后相关性权重一致的问题。ConvLSTM 网络[30]

是一种典型的时序卷积网络结构，用于多变量时间序

列预测，捕捉时空相关性。对于本文的研究对象密闭

空间内外温度时序预测模型，只有内部温度和外部温

度 2 条序列，若强行建立 ConvLSTM 模型将导致二

维平面为 2×n 结构，不利于进行卷积，所以本文不构

建此模型。 

多任务学习是一种通过将相关任务训练信号中

包含的信息作为归纳偏置来改进泛化性能，共享特征

的同时还并行学习这些任务，每个任务学到的“知识”

能够帮助其他任务学得更好的方法[31]。在模型中加入

并行任务，优化多变量时间序列预测精度和模型泛化

能力，组成多输入、多输出的结构，构建变体多变量

时序预测模型。 

综上所述，本文主要参考特征融合、注意力机制、

多任务学习等关键技术，结合 LSTM 模型进行多变量

时间序列预测模型研究。 

2  面向密闭空间内外温度的时序预

测模型 

2.1  问题建模 

问题核心是对密闭空间内部温度序列的预测，即

存在外部温度 xoutt、内部温度 xint
两条时间序列，其

描述如式（11）所示。 

 
   

11

11

out outin in

out outin in

model : , :

concat MP : ,AP :

t t T tt T t

t T tt T t

inx x x x x =

x x x x

  

  
 
 



 
(11) 

式中：T 为模型输入序列长度，一般与序列的周

期性相关，用前一周期的外部温度和内部温度序列预

测后一个时刻的内部温度；model(·)指构建的模型；

MP(·)表示主要流程（Main Process）；AP(·)表示辅助

流程（Auxiliary Process），在单变量时序预测模型中

辅助流程为空；concat(·)表示主要流程和辅助流程的

组合拼接，在单变量时序预测模型中默认无组合拼

接步骤。本文主要针对 model(·)部分进行不同模型

的构建。 

2.2  单变量时序预测模型 

基于 LSTM 单元构建单变量时序预测模型，采用

基础的流式结构，对多层 LSTM 网络进行叠加，将前

一层 LSTM 网络的输出，作为后一层 LSTM 网络的

输入，堆叠多层 LSTM 网络以保证能够提取深层次抽

象特征，增加模型的非线性拟合能力。以密闭空间内

部环境温度时序作为单变量输入，输出结果为下一时

刻的内部温度数据。数据进入模型后，通过 2 层

LSTM，逐层学习深层特征。LSTM 输出后，接全连

接层 dense 进行输出，并添加额外 2 层 dense，增强

模型的鲁棒性，如图 2 所示。 
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图 2  单变量时序预测模型 
Fig.2 Univariable time series prediction model 

 

2.3  多变量时序预测模型 

借鉴多通道提取特征、特征融合、注意力机制等

思路，构建双输入单输出、带注意力机制的双输入单

输出模型。考虑到多输出时序模型能共享特征信息，

增强学习效果，同时具备集成学习的特点，能增强模

型的鲁棒性，鉴于此，构建双输入三输出模型。在

试验过程中，发现双输入三输出模型不够符合外温

预测内温场景的特点，针对数据特征、物理机制构

建双输入双输出模型。综上，构建双输入单输出、

带注意力机制的双输入单输出、双输入三输出、双

输入双输出 4 种多变量时序预测模型进行密闭空间

内外温度的预测。 

双输入单输出模型如图 3 所示，输入为内部温度

和外部温度 2 条温度时序数据，分别经过 LSTM 层特

征提取后，经过 concat 拼接融合为一条特征序列，然

后经过全连接层 dense 输出。因为密闭空间内部温度

会随着外部温度变化，具有延迟伴随性，所以双输入

模型相较于单变量时序模型具有较高的预测精度。 

带注意力机制的双输入单输出模型如图 4 所示。

核心逻辑仍然是分别提取密闭空间内外部温度特征

序列，融合后接全连接层进行预测。与双输入单输出

模型的唯一区别在于 LSTM 后接了一层自注意力

attention 层，在不使用其他额外信息的前提下，基于

自注意力机制关注本身，抽取相关信息，扩展了模型

专注于不同位置的能力。 

双输入三输出模型如图 5 所示。在双输入单输出

模型的基础上，增加 2 路辅助输出，用于自修正 LSTM

层，主线思路仍是融合内外温特征进行精准预测，同

时内部与外部温度本身是 2 条独立的时间序列，可以 

 
 

图 3  双输入单输出模型 
Fig.3 Doubleinput and singleoutput model 

 

 
 

图 4  带注意力机制的双输入单输出模型 
Fig.4 Double input and singleoutput model with  

attention mechanism 
 

自迭代预测后续数据，以此修正网络参数。多输出模

型实际上是多任务学习，训练时并行学习任务和共享

相关任务之间的信息。这些具有相关性的任务将促进

彼此的学习，同时多任务之间不相关的部分有助于逃

离局部极小值点。 

双输入双输出模型如图 6 所示。相较于双输入三

输出模型，双输入双输出模型剔除了内部温度自修正

辅助路线。内温自预测是通过内温自身时间序列对下

一时刻内温进行预测，结合外温预测内温是通过外温

时间序列对下一时刻内温进行预测，外温自预测是通

过外温自身时间序列对下一时刻外温进行预测。因

此，外温预测内温和外温自预测都是学习外温时序信

息，容易共享信息，促进彼此学习，但内温自预测的

机理与其余 2 路不同，存在冲突对其他造成负面影

响。从物理意义层面可知，双输入双输出模型相较于 
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图 5  双输入三输出模型 
Fig.5 Double input and threeoutput model 

 

 
 

图 6  双输入双输出模型 
Fig.6 Double input and double output model 

 

双输入单输出模型多 1 路外温自预测，通过相关任

务促进训练，增强了模型鲁棒性；相较于双输入三

输出模型少 1 路内温自预测，防止不相关事务造成

负面影响。 

3  实验验证 

3.1  实验环境与数据集 

实验基于 centos 7.6 环境，使用 Python 语言，基
于 Tensorflow2 人工智能框架进行模型的搭建。平台
主要硬件参数：CPU 使用 Intel Xeon Gold 5218，264 

G 内存，无 GPU。 

采用真实试验数据，对于同一型号密闭空间内外

温度进行监测，分别在万宁、敦煌、漠河三地采集数

据。这三地分别是温带海洋性气候、干热沙漠性气候、

极寒气候的代表，其温度具有差异性、代表性。采集

时间超过 1 a，每 10 min 传感器自动采集 1 次数据，

每个地点数据条数为 56 000+，用于验证面向密闭空

间内外温度的时序预测模型是否具有适用性。 

3.2  评价指标 

模型精度的评价指标为均方误差（Mean Square 

Error，MSE）ηMSE，公式如式（12）所示。其中 iy 代

表真实值， ˆiy 代表预测值，取平方避免正负值叠加抵

消，最后取整体平均值作为 MSE 最终结果，MSE 量

化了测量预测值和真实值的匹配程度。 
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决定系数 R2 为回归平方和与总平方和之比， ˆiy

代表预测值， iy 代表真实值， y 代表平均值，R2 反映

因变量（预测值）的波动，可以判断统计模型对数据
的拟合能力。 

 

 

2

2
2

ˆi
i

i
i

y y

R
y y









 (13) 

评价方式是对真实场景的预测评价，真实场景为

已知连续的外部温度监测值和内部温度初始值，通过

模型预测得到下一时刻内部温度值，再迭代放入模型 

中，不断获取新的内部温度数据。如图 7 所示，已知

T 时刻内温初始值与外温数据，作为输入序列预测得

到 T 时刻内温预测值，滑动窗口，将 T 时刻内温预测

值作为 T+1 时刻输入，预测得到 T+1 时刻内温预测

值，以此类推。 

3.3  实验参数 

为横向对比各模型，通过 keras 提供的内置函数

summary 输出模型参数量，确保不同模型参数量近似

一致，保证同一数量级。带注意力机制的双输入单输

出模型见表 1，x_out 代表外温输入，x_in 代表内温

输入，y_pred 代表内温预测值。该模型参数的总量为

5 057，其余模型不再枚举。 

 

 
 

图 7  迭代预测示意图 
Fig.7 Iterative prediction diagram 

 
表 1  带注意力机制的双输入单输出模型架构与参数信息 

Tab.1 Structure and parameter information of double input 
and singleoutput model with attention mechanism 

Layer (type) Parameters Inputs Output 

LSTM 2480 x_out c1 

LSTM 24 c1 c2 

LSTM 2480 x_in c3 

LSTM 24 c3 c4 

attention 2 c2 c5 

attention 2 c4 c6 

concatenate 0 c5,c6 c7 

dense 45 c7 y_pred 

 

3.4  实验结果与分析 

分别使用一种单变量时序预测模型和双输入单

输出、带注意力机制的双输入单输出、双输入三输出、

双输入双输出 4 种多变量时序预测模型，对漠河、敦

煌、万宁 3 个站点的不同数据集进行密闭空间内外温

度预测，进行多次实验分析。 

同时进行其他实验验证，如多变量时序模型是否

采用多层全连接层 dense 增强鲁棒性，实验显示对结

果影响不大，所以最终保留 1 层 dense。如采用 GRU

单元代替 LSTM 单元，实验结果显示，训练加速效果

一般，训练结果略微下降。采用基础 RNN 单元代替

LSTM 单元，结果显示，RNN 效果差很多，所以最

终选用 LSTM 结构。在经过实验验证的前提下，最终

采用上述 4 类模型作为面向密闭空间内外温度的多

变量时序预测模型。 

单变量时序预测模型在漠河数据集上表现结果

如图 8 所示。可以看出，训练集、验证集、预测集的

预测效果均较精准。已知初始值，通过模型计算得出 
 

 
 

图 8  单变量时序预测模型在漠河数据集的预测结果 
Fig.8 Prediction results of univariable time series prediction 

model in Mohe dataset: a) training set; b) validation set;  
c) prediction set; d) self iterative prediction  

with known initial values 
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下一时段值再滑动窗口不断迭代计算的情况，即模拟

已知初始数据但后续数据无法测量的实际情况。由实

验结果可知，在前有限个序列预测中，预测值和实际

值基本贴合，随后逐渐偏离。因为实际温度是不断变

化的，外界条件复杂多变，在没有其他输入的情况下，

模型逐渐偏离正常值，直到形成波动极小的平稳曲

线。这也是单变量时序自迭代预测易出现的情况，对

于短期预测效果较好，但无法实现自迭代预测长期结

果。因此，密闭空间内部温度预测使用单变量时间序

列预测模型效果较差，只能预测短期结果。 

多变量时序预测模型预测效果较好，双输入双输

出模型在敦煌数据集的预测结果如同 9 所示。可以

看出，训练集、验证集、预测集的预测值和真实值

基本贴合。已知初始值，通过模型计算得出下一时

段值再滑动窗口不断迭代计算的情况，存在小扰动，

基本趋势和预测结果较准确。除双输入双输出模型

外，其他多变量时序预测模型在各个数据集上表现

均类似，存在小波动，但是整体趋势、周期性、贴

合性都较好。 

对于漠河、敦煌、万宁 3 个站点的不同数据集，

分别通过不同模型进行验证，运行 000 次，每次随机

取 70%数据作为训练数据，取最优一次 ηMSE、R2 作

为模型最优值。若出现 nan、inf 计算错误，或者 R2

小于 0.8（即偏差过大）的情况，认为该次训练为失

效训练，统计 1 000 次训练中出现失效训练的数量，

以此作为模型鲁棒性评估的依据。VAR(MSE)指正常 

训练情况下 MSE 的方差，若 MSE 的方差越小，说明

多次训练的 MSE 越集中，训练结果越稳定。模型大

小指模型参数量，实验评估的前提是所有模型参数量

不存在量级差异，控制冗余变量。不同模型在不同数

据集上预测效果对比见表 2。 
 

 
 

图 9  双输入双输出模型在敦煌数据集的预测结果 
Fig.9 Prediction results of doubleinput and doubleoutput 

model in Dunhuang dataset: a) training set; b) validation set; 
c) prediction set; d) self iterative prediction with  

known initial values 
 

表 2  不同模型在不同数据集上预测效果对比 
Tab.2 Comparison of prediction effects of different models in different datasets 

数据集 模型 ηMSE R2 失效训练数量 VAR(MSE) 模型大小 

单变量时序预测模型 381.885 4 — 1 000 — 6 823 

双输入单输出 2.669 6 0.992 7 19 104.755 7 5 053 

带注意力的双输入单输出 2.466 1 0.993 2 26 85.506 0 5 057 

双输入三输出 2.586 1 0.992 6 27 62.325 6 5 627 

漠河 

双输入双输出 2.336 7 0.993 3 14 18.796 0 5 340 

单变量时序预测模型 510.539 8 — 1 000 — 6 823 

双输入单输出 2.419 4 0.988 9 27 38.092 2 5 053 

带注意力的双输入单输出 2.579 5 0.988 3 35 20.498 4 5 057 

双输入三输出 2.977 9 0.985 6 46 2.610 0 5 627 

敦煌 

双输入双输出 2.071 9 0.990 4 23 5.081 8 5 340 

单变量时序预测模型 37.444 3 — 1 000 — 6 823 

双输入单输出 0.948 6 0.973 6 29 1.364 6 5 053 

带注意力的双输入单输出 0.919 4 0.974 6 21 0.781 6 5 057 

双输入三输出 1.013 2 0.971 6 35 0.071 8 5 627 

万宁 

双输入双输出 0.849 2 0.975 5 8 0.019 8 5 340 

 
由实验结果可知： 

1）单变量时序预测模型在无外界辅助输入的情

况下，预测结果非常有限。由于只能预测短期序列，

导致 R2 评估时难以大于 0.8，所有训练均评判为失效，

MSE 方差等也失去意义。该模型相较于 4 种多变量

时序预测模型效果很差，这也充分说明内部温度存在

与外部温度的高度关联与依赖。 

2）对比 4 种多变量时序预测模型，双输入单输
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出作为一种基准模型、评估标准，观察其 MSE、R2、

预测曲线等，双输入单输出模型表现尚可。 

3）带注意力机制的双输入单输出模型在漠河、

万宁数据集上表现比双输入单输出模型更好，但在敦

煌数据集上表现更差，稳定性也是因数据集而异。可

见，带注意力机制的双输入单输出模型并不能直接提

高密闭空间内外温度预测精度。注意力机制的目的是

建立大的全局感受野，一般而言，不适用于只有局部

信息没有全局信息或引入全局信息会引起歧义的情

况。在本实验中，输入数据长度为 150，即 1 500 min

（传感器每 10 min 取样 1 次），超过 1 d 时间（1 d

是 1 个波动周期），所以数据信息含有全局信息。但

是后一时刻温度与前一时刻温度强相关，与自然语言

处理领域不同的是，句尾不需要考虑距离较远的句

首，注意力机制适用性较弱。同时，模型为双输入，

内温紧随外温变化，有外温提供趋势，所以注意前一

周期的数据是无关紧要的，实验结果也体现出注意力

机制对模型没有直接正向或负向影响。 

4）双输入三输出模型在各个数据集上都表现较

差，且模型鲁棒性也更弱了，不推荐在密闭空间内外

温度预测场景下使用双输入三输出模型。在密闭空间

外温预测内温的前置条件下，内温的自预测、外温影

响内温的机制逻辑是有悖的。内温自预测的依据是内

温前段时间的温度变化，外温影响内温的依据是外

温的变化影响下一时刻内温的变化，前者学习内温

蕴含的信息，后者学习外温蕴含的信息，所以二者

冲突，若同时在模型中存在反而影响精度，无法共

享任务信息。 

5）双输入双输出模型无论从预测精度或者模型

鲁棒性都是表现最优的，该模型适用于面向密闭空间

外温预测内温的实际场景。在双输入双输出模型中，

保留外温自预测和外温预测内温两路输出，二者具有

一定相关性。一个的目的是预测下一时刻外温，需要

以外温作为基准数据，一个的目的是预测下一时刻内

温，同样需要外温作为基准数据，通过外温自预测修

正外温部分的 LSTM 网络结构。双输出模式有助于促

进彼此学习，达到更优的结果，同时有助于提高模型

鲁棒性。 

4  结语 

本文基于 LSTM、特征融合、注意力机制、多任

务模型等核心思路进行模型构建研究，结果表明，双

输入双输出模型具有较好的预测精度，模型鲁棒性较

好，在密闭空间外温预测内温场景下表现良好。但模

型存在局限性，由于该模型的关联性与依赖性都源自

特定场景的物理机制，只能在同类型场景中推广应

用，不能提供一种普适性的模型变量关联性、依赖性

分析方案。在未来的工作中，应将进行更多典型环境

的试验，以更多数据集验证结论的准确性，指导密闭

空间内外温度时序预测模型构建。考虑引入图神经网

络，尝试新网络结构能否带来精准度的提升，考虑引

入物理信息神经网络，优化现有模型直接拼接融合特

征的方式，考虑引入深层网络模型，探究模型深度与

广度对该场景时序预测的影响。另一个重要方向是开

展基于热力学仿真的数字样机有限元分析，通过仿真

手段进行对比测试，进一步优化面向密闭空间外部环

境温度推测内部环境温度场景的模型，提升模型精度

与鲁棒性，验证结论正确性。 
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